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摘 要：目标检测是高光谱领域中一个重要的研究方向，高光谱目标检测（hyperspectral target detection）是根据

目标的光谱特征将像素判断为背景或者目标。在过去的几十年中已经提出了很多的检测算法，但是高光谱图像

中背景样本的复杂性以及目标样本的有限性，使得检测算法面临着很大的挑战。本文提出了一种基于背景重构

的高光谱目标检测算法，利用高光谱图像中背景样本占比较大的特点，训练背景样本自表示模型，然后重构出

背景。同时利用约束能量最小化对残差图像进行检测，将重构出的背景用于自相关矩阵计算，避免目标样本参

与计算影响目标样本的响应能量，提高了检测的精确度。在真实的高光谱图像数据上结果明显优于对比实验，

验证了该方法的有效性和高效性。
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1　引 言

高光谱图像HSI（Hyperspectral Image）是利用

成像光谱仪在电磁波谱的紫外、可见光、近红外、

短波红外甚至长波红外区域内成像，其光谱分辨

率高达纳米数量级，光谱波段多达数百个，且各

个光谱波段间通常连续（Tong等，2006）。高光谱

图像是一个数据立方体，每层图像对应一个光谱

波段，每个像素点对应一条光谱曲线，对于地物

的判别具有诊断的信息（Liu，2021）。目标检测是

高光谱领域的一个重要研究方向。高光谱目标检

测在给定先验目标光谱信息条件下，将目标像元

从复杂的背景中检测出，因此可以近似看成二元

分类的问题，在民用和军用领域有着广泛的应用。

高光谱图像数据具有“图谱合一”的特点（He等，

2009），蕴含丰富的光谱信息。但是高光谱目标检

测也面临一些挑战：（1） 高光谱图像光谱可变，

存在同物异谱现象，其光谱特征受周围环境的影

响；（2）光谱冗余，光谱维数可达几十到数百，波

段间的相关性高；（3） 训练样本少，训练样本数

量远远不能满足大量特征的学习，如果没有充足

的样本将面临“过拟合”的问题（Ye等，2021）。

近些年，已有一些学者对高光谱目标检测进行

了研究。目前的主要方法可以分为四类：第一类

是基于光谱相似性度量的方法，光谱角度匹配

SAM （Spectral Angle Mapper）（Kruse等，1993）利

用已知目标光谱向量，与未知光谱向量计算夹角余

弦，角度越小，则是目标的可能性越大。第二类

是基于投影的方法，典型的就是约束能量最小化

CEM （Constrained Energy Minimization）（Farrand 和

Harsanyi，1997）算法，它设计一个有限脉冲响应

线性滤波器，在满足目标信号对滤波器响应为常

数的条件下，使背景样本通过滤波器的平均输出

能量最小，以及基于 CEM 改进的分层约束能量最
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小化（hCEM）（Zou和 Shi，2016）。正交子空间投

影 OSP （Orthogonal Subspace Projection）（Harsanyi
和Chang，1994）将光谱向量投影到背景的正交子

空间中。第三类是基于统计学的方法，它假设背

景和目标光谱分别服从不同的概率分布，构造似

然比检验。最经典的就是匹配滤波 MF （Matched 
Filter）（Robey等，1992）、自适应一致性/余弦估计

器 ACE （Adaptive Coherent/Cosine Estimator）（Kraut
等， 2005） 和自适应匹配子空间检测器 AMSD
（Adaptive Matched Subspace Detector）（Manolakis 等，

2001）。第四类是基于低秩和稀疏的算法。协同稀

疏表示 CSCR （Combined Sparse and Collaborative 
Representation）（Li 等，2015）算法通过使用稀疏

表示目标，协同表示背景，检测结果由两个表示

之间的残差的能量响应得到。基于低秩正则化最

小二乘模型 LRLS-MSD （Low-rank Regularized Least 
Squares-Matched Subspace Detector）（Xu 等，2016）
在最小二乘模型中引入低秩正则化，约束背景成

分，然后利用广义似然比检验生成结果。

传统高光谱目标检测的方法主要是利用目标

与背景之间的光谱差异来检测目标，但是这些方

法也存在特征提取不充分、背景刻画存在误差等

问题。近年来，深度学习迅速发展起来，它可以

通过提取多层的表示来对复杂的数据集进行建模，

例如使用自编码器 AE （Autoencoder）和生成对抗

网络 GANs （Generative Adversarial Networks） 进行

建模。Xie等（2020a）提出了一种光谱波段选择的

深度学习算法，使用变分自编码网络对隐藏层选

择出包含目标信息较多的波段，组成新的图像进

行目标检测。此外，Xie等（2022b）设计基于异常

突出正则项约束的背景记忆生成对抗网络模型，

扩大伪背景与伪异常之间的距离，从而达到分离背

景与异常的目的。进一步，他们又提出了一种背景

学习的深度学习算法 BLTSC （Background Learning 
Based on Target Suppression Constraint），利用高光

谱图像中背景像元分布较广的特点，用背景样本训

练网络，重构背景实现检测。Zhang等（2020）提

出了一种HTD-Net的卷积神经网络用于高光谱目标

检测，借鉴U-Net思想生成目标样本，将目标和背

景构建像素对输入网络学习差异进行判断，但是

该方法未能充分刻画目标与背景之间的判别光谱

特征。Zhu 等 （2021） 提出了双流的卷积神经网

络，利用合成方法生成训练样本，解决了训练样

本受限的问题在提出的双流网络中，学习先验目标

和目标样本或者背景样本之间细微差异检测目标。

Shi等（2019）提出了一种提取宏观和微观特征的

高光谱目标检测方法，提取空间和光谱特征，利用

宏观和微观的结构，更有效地提取出目标的特征。

但是这些方法的输入网络中样本不能保证是

纯粹的样本，在刻画背景像元时，会存在目标信

息的干扰，背景与目标分离不够彻底。同时，相

比于文献中（Xie等，2020b）使用的对抗自编码，

变分自编码更容易训练，易于收敛。在本文中，

我们使用高光谱图像中背景像元分布广泛的特征，

预提取背景样本并将提取的背景样本放入变分自

编码器网络中进行训练，重构出背景成分。BLTSC
中计算原图与重构背景的光谱角，光谱角越小表

示相同地物的可能性越大，但是如果亚像素目标

存在，光谱角较小，但是光谱幅度差异较大。为

了有效刻画背景像元，在变分自编码模型中引入

约束能量最小化正则项，使得重构的背景更加的

真实，为背景的自相关矩阵提供更加准确的估计

值。本文中对原始图像与重构背景作差进行检测，

突出目标的特征，利用重构出的真实背景计算背

景的自相关矩阵，有效地解决了目标像元参与自

相关矩阵计算导致的目标丢失或者模糊，提高了

检测的精确度。

2　所提的模型及算法

2.1　约束能量最小化目标检测

假设给定的高光谱图像由N个像素和 L个波段

组成，记 X = [ x1，x2，⋯，xN ]，其中 x i ∈ RL × 1，

i = 1，2，…，N，已知先验目标信号 d ∈ RL × 1。

约束能量最小化是通过设计一个有限脉冲响应线

性滤波器w = [ w1，w2，⋯，wL ]T，在满足已知先验

目标信号d对滤波器的响应为常数的条件下，使背

景样本通过滤波器的平均输出能量最小（Yin 等，

2012）：

min
w

      wTRw      s.t.      wTd = 1 (1)

式中，d先验目标信号已知，背景样本的平均输出

能量可以表示为

1
N‖y‖22 = 1

N  wTX
2
2 =

1
N wTXX Tw  =
wTRw 

(2)
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式中，R = (1/N ) X (X ) T
表示自相关矩阵，y = [ y1，

y2，⋯，yN ] ∈ R1 × N表示检测器的输出。上述的优

化问题可以用拉格朗日乘子法进行求解得：

w = R-1d
dTR-1d

(3)

利用所求得滤波器即可对待检测样本进行检

测，越接近目标光谱，则其光谱响应值wTX越大，

越接近背景光谱，则其光谱响应值越小。

2.2　变分自编码背景重构

本文所提算法流程如图 1所示，首先对图像进

行粗检测获得训练的背景样本，将背景样本输入

到变分自编码器中进行训练，重构出背景，将原

始图像与重构背景作差得到 3D残差，再使用约束

能量最小化对残差进行检测，检测过程中使用背

景自相关矩阵，最后加权得到最终的检测结果。

2.2.1　获取背景样本

首先对高光谱图像（HSI）进行预处理，由于

图像中背景样本分布很广泛，但是目标样本分布

较少，通常只有几十到几百个像素，而背景占据

了图像的绝大部分，所以首先通过 CEM 对高光谱

图像进行粗检测，得到用于背景训练的样本。具

体做法为：对CEM的输出响应设置一个阈值 τ，大

于阈值的认为是目标样本，小于阈值的认为是背

景样本：

Coarse ( i,j ) = ì
í
î

1, t ≥ τ
0, t < τ (4)

式中，t为第（i，j）位置的像元 CEM 的粗检验结

果，Coarse ( i，j )为粗检测结果。根据粗检验得到的

空间坐标知道对应的像素点。然后根据像素点坐

标在原图像中找到对应背景样本光谱，并取其中

75%的背景样本作为训练集，记为B = [ b1，b2，⋯，

bn ]，其中 b i ∈ R1 × L，i = 1，2，…，n。

2.2.2　背景重构

变分自编码不仅具有自编码的重构输入的功

能，而且还可以生成和原始输入相近的数据，用

隐藏层紧凑的数据揭示数据底层的结构特征。在

得到训练的背景样本之后，使用变分自编码器网

络进行训练，学习背景像元的自表示模型。变分

自编码器是在自编码器的基础上发展而来的。自

编码器主要是由编码器和解码器组成的，编码器

将输入层数据 x映射隐藏层中，解码器将隐藏层 z

通过非线性激活函数映射到输出层得到重构 x'，最

小化下面的损失函数：

L recon =  x - x' 2 (5)

变分自编码器使用编码器网络 q ( z|x ) 来近似潜

在空间的后验分布，并使用解码器网络 p (x|z ) 对输

入的似然性进行建模，我们使用 q ( z|x ) 来近似贝叶

斯公式 p ( z|x )，即最小化两个分布之间的KL散度，

推导之后可得：

图1　算法流程图（选择背景样本训练网络，重构出背景与原图作差得到残差后使用CEM检测，加权得到最终结果）

Fig. 1　Algorithm flowchart.Select background sample and train （Use CEM to detect residual making the difference between the 
original image and the reconstructed background and then get result by weighting）
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LVAE = -DKL( )q ( )z|x‖p ( )z +  x - x' 2 (6)

变分自编码假设先验服从正态分布，解码器

从这些正态分布中采样，生成隐向量。但是在采

样的过程中无法为随机采样进行反向传播，因此

用到“重参数化”技巧，即隐向量 z先从标准正态

分布中采样，进行变换：z = μ + σ⊙，因此需要

对编码器的输出均值μ和方差σ加以约束：

LVAE = - 1
2 ∑

j = 1

J ( )1 + log ( )( )σj
2 - ( )μj 2 - ( )σj

2 +
 x - x' 2

  (7)

式中，J表示隐向量 z的维度。由于相对于目标样

本来说，背景样本数量较多，所以我们选择用背

景样本进行训练。为了使得重构的样本仅保留背

景信息，无目标样本的特征，重构背景更加真实，

我们在变分自编码网络引入一个约束能量最小化

正则项，使得背景样本能够准确重构，而非背景

样本的重构误差较大，具体的计算公式为

Lcem_loss = ∑
i ( R-1d

dTR-1d ) T
x'i (8)

即对重构计算通过滤波器输出响应，对变分

自编码输出进行约束。使得网络的表示更加符合

CEM 算法的表示，即背景像元表示更准确，非背

景像元表示不准确。对损失函数不断进行优化，

损失函数的值越低，则说明重构出来背景越来越

好，而对目标样本则无法进行有效重构。

在计算约束能量最小化正则项的时候，自相

关矩阵 R计算涉及到求逆的运算，但是奇异矩阵

可能不能进行求逆，所以加了正则化参数λ：
R' = R + λI (9)

相当于在目标函数中添加了 L2 范数惩罚

λ w 2
2，即“Tikhonov 正则化”，是解决病态回归

问题的经典方法，确保R'可逆以及数据的稳定性

（Zhao等，2019）。

所以网络中的损失函数由两部分组成，通过

梯度下降优化模型：

L = LVAE + ρLcem_loss (10)

式中，ρ是超参数。

2.2.3　基于重构残差的目标检测

通过变分自编码器训练背景样本得到重构背

景X' = [ x'1，x'2，⋯，x'N ]，将原图像与重构背景作

差得到一个 3D残差，通过作差之后，可以凸显目

标，提高后续的目标检测精度。

在得到 3D残差后，我们采用CEM对残差进行

检测。为了避免其他非背景像元对背景自相关矩

阵的影响，本文采用重构的背景进行自相关矩阵

的计算，其计算公式为

Rb = (1/N ) X'(X') T
(11)

检测结果为

D = ( R-1b d
dTR-1b d ) T

X resi (12)

式中，d代表已知的目标光谱，Rb 是背景自相关矩

阵，X resi = X - X'是 3D 残差。这样做的目的是在

计算自相关矩阵时只采用纯净的背景样本，避免

目标样本参与计算，从而损失目标信号的响应输

出。同时，待检测的输入是 3D残差，这样可以使

得目标样本更加凸显，便于检测。

在得到检测图D之后，为了能进一步抑制背

景，对检测图中的每个像素设置一个权重。该权

重是通过对粗检测结果进行非线性映射得到。通

过抑制函数保留较大的输出响应，抑制较小的输

出响应，在最终的检测结果中，不需要的背景会

被抑制，而目标得到保留，具体公式如下：

q ( x ) = ì
í
î

1 - e-αx, x ≥ 0
0, x < 0 (13)

式中，x是粗检测结果，α是一个参数。得到对应

坐标上的权重 q ( x ) 之后，将每个像素权重乘对应

像素坐标的检测图D值得到最终的检测结果：

D final = q ( x )D (14)

基于约束能量最小化变分自编码的高光谱目标

检测为代码如下：

输入：高光谱图像HSI记为X，已知先验目标光谱d，
参数λ和α；
初始化 λ = 10-6，α > 0；
步骤1：用约束能量最小化粗检测得到背景样本B；
步骤2：用变分自编码器训练背景样本；

for each epoch do
   最小化损失函数L；
end

步骤 3：用变分自编码器重构背景X'，与原图像作差

得到残差；

步骤 4：残差进行约束能量最小化检测得到检测图，

使用重构背景计算自相关矩阵Rb = (1/N ) X'(X') T
；

步骤 5：对粗检测结果使用非线性函数得到 q ( x )，检
测图和 q ( x ) 相乘得到最终的结果；

输出：最终检测结果D final。
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3　实验结果及分析

为了验证本文方法的有效性，本文选用了真

实的高光谱数据进行了实验验证。利用 Python 3.8
完成变分自编码器训练背景的部分，TensorFlow版

本为 2.2.0，使用 matlab R2020a完成高光谱目标检

测的部分。

3.1　数据集

实验中采用的高光谱数据是公开的数据集，

主要有两个部分：第一部分是机载可见光/红外成

像光谱仪（AVIRIS） 拍摄的，这个探测器收集主

要从 400—2500 nm 之间的 224 个波段，其中 EI 
Segundo 数据集共 224 个波段，空间大小为 250×
300，空间分辨率是7.1 m，目标像素是炼油厂的建

设，共占 2048个像素。Sandiego数据集有 224个波

段，是圣地亚哥机场地区，去除水蒸气吸收和噪

声波段，共有 186 个波段保留下来，空间大小为

100×100，空间分辨率大概为 3.5 m，目标像素是

飞机，共占 120 和 57 个像素。第二部分是 ABU
（Airport-Beach-Urban）（Kang 等，2017） 数据集，

空间大小为 100×100，这些数据集大部分是由

（AVIRIS）探测器拍摄的，还有一个是由ROSIS-03
（Reflective Optics System Imaging Spectrometer） 拍

摄，并且这些数据集都已经把噪声波段去除了，

Groundtruth 是借助 ENVI （Environment for Visualizing 
Images）软件标注。实验中已知的目标光谱是随机

选取5个目标光谱取平均所生成的。

3.2　评价指标

对于高光谱目标检测来说，我们使用 ROC
（Receiver Operating Characteristic） 曲线 （Du 等，

2013） 来衡量检测的效果，ROC 曲线描述了每个

阈值 （τ） 下的真阳性率 （PD） 和假阳性率 （PF）

的检测性能，(PF，PD )曲线描述了检测率与虚警率

之间的关系。我们计算 ROC 曲线下的面积，记为

AUC （Area Under Curve）（Manolakis和 Shaw，2002）
值，AUC (PF，PD )越大，则说明检测效果越好。PD

和PF的计算为

PD = TP
TP + FN , PF = FP

FP + TN (15)

式中，TP （True Positive） 是正确检测目标像素

数，FP （False Positive）是虚警像素数，FN （False 
Negative）是漏检像素目标数，TN （True Negative）

是正确检测背景数。

3.3　实验结果

对上述高光谱数据集进行检测，给出了不同

方法的检测结果的对比图，包括 BLTSC 基于目标

抑制约束的背景学习 BLTSC （Background Learning 
Based on Target Suppression Constraint）、深度网络

框架的高光谱目标检测 HTD-net （Hyperspectral 
Target Detection Framework Using A Deep Network）、约

束能量最小化CEM（Constrained Energy Minimization）、
基于低秩正则化最小二乘模型 LRLS-MSD （Low-
rank Regularized Least Squares-Matched Subspace 
Detector）、分层约束能量最小化hCEM（Hierarchical 
Constrained energy minimization）和自适应一致性/余
弦估计器ACE （Adaptive Coherent/Cosine Estimator），

如图 2所示。可以从图 2中看出，本文方法检测出

的目标较亮，检测结果明显，可以清楚看清目标，

而且周围的背景不明显。

本文在自编码器网络中新增加了一个约束能

量最小化正则项用来将背景与目标分离，更好地

重构背景。因此我们分析了超参数 ρ的取值，对于

不同的超参数，cem_loss的效果是不同的。如图 2
所示，当 ρ = 1E - 4 时，检测率最高。然而在 ρ =
1E - 3 时，检测率就会下降很多，这是因为在训

练的过程中，正则项比重过大，会导致重构的效

果变差。当 ρ = 0 时，即不加 cem_loss 时，效果会

降低。相比于不加正则项，合适的超参数 ρ可以使

得AUC有所提高。如图 3所示。除了超参数 ρ的设

置，将变分自编码隐藏层节点设置为 20。由于样

本数相对来说较少，如果训练次数太多，很容易

产生过拟合的现象，因此数据集只需要训练几百

个 epoch就可以达到最优的效果。在使用非线性抑

制函数时，参数α用来抑制背景凸出目标，如果α
越大，那么曲线越靠近左上角，根据经验设置了

最佳的α值。

图 2所示的是每个方法的检测效果，从图 2中

可以看出本文提出的方法能够比较清楚地检测出

目标，检测出来的目标更加突出。而 BLTSC 的方

法虚警率较低，背景不明显，本文的方法检测出

的目标效果更好。相比于其他对比实验的效果，

本方法的目标检测效果要更好一些。

表 1 列出了每种方法的 AUC 值，可以看到本

文方法比大部分的方法的值都要高很多，并且平
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均值也比较高。相比于传统的 CEM 算法，本文方

法提高了大概 2%左右，这是因为不仅使用了约束

能量最小化算法，而且还使用变分自编码进行背

景重构以及计算背景自相关矩阵。从表 1中看出，

对比实验 hCEM 相较于 CEM 是有提升的，而且

hCEM平均检测结果仅次于本文方法。检测图中也

可以看到本文方法可以将目标很好地检测出来，

这是因为获得 3D残差可以更好地凸显出目标，并

且利用非线性抑制函数来抑制背景信息。对于

abu-urban-2 数据集中，HTD-net 方法比本文方法

要高一点，从图 2中看出HTD-net可以将目标像素

很好的检测出来，本文方法比其低了0.6%。

表 2列出的消融实验，本文提出将自相关矩阵

换成背景自相关矩阵来进行求解。第 1行是移除背

景自相关矩阵使用残差自相关矩阵求解得到的结

果，可以看到相比于提出的方法相差较多，由此

可以得出本方法的有效性。第 2行是移除非线性抑

制函数之后的结果，即不进行加权，可以看到和

最终的结果相差不大，这也从侧面说明了所提出

方法的有效性。第 3行是本文完整的方法，性能进

一步提升。

（a） 假彩

色图

（a） False 
color images

（b） 地物真实

（b） Ground-
truth

（c） CEM
（c） CEM

（d） LRLS-
MSD

（d） LRLS-
MSD

（e） ACE
（e） ACE

（f） hCEM
（f） hCEM

（g） HTD-net
（g） HTD-net

（h） BLTSC
（h） BLTSC

（i） 本文方法
（i） Proposed 

method

图2　各个方法结果对比

Fig. 2　Detection consequence of diverse methods

图3　约束能量最小化正则项影响

Fig. 3　Influence of Constrained Energy Minimization 
Regularization
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为了分析本文方法与对比方法在噪声情况下

的鲁棒性，我们对原图增加了10 dB的噪声。由表3
可以看出，在 4个数据集上本文方法仍然表现的最

优，在另外的两个数据集上，虽然 HTD-net 表现

的最好，但是本文方法的平均精度远高于HTD-net

方法。相较于不加入噪声的情况下，本文方法的

AUC 值有所下降，这主要是因为添加噪声之后，

先验目标光谱与待检测目标存在着噪声的干扰，

导致检测的准确度下降。

表 4列出了所提出方法以及对比方法运行时间

的对比，所计算的时间包括训练时间和测试时间。

可以看出：与两种深度学习的方法对比，大部分

时间都花在训练模型上面，所以消耗的时间也比

传统的方法要多，但是不同的是，本文方法相较

于两种深度学习的方法，可以更快的收敛，主要

是因为采用了变分自编码器这种网络结构，比

GAN网络更容易收敛。

ROC 曲线图可以更加直观的看出本文方法的

有效性，ROC 曲线越靠近左上角，则说明方法越

好。对于 Segundo来说，本文方法始终表现比其他

对比实验要好。对于 Sandiego1来说，我们的方法

一开始并不是最好的，后面曲线逐渐赶上并且始

终在最上面。对于 Sandiego2数据集ROC曲线也是

第一个达到 1。对于 abu-airport-4 和 abu-urban-1
来说，曲线一开始表现第二，后面逐渐赶上并始

终保持最上面的位置。对于 abu-urban-2数据集来

说，HTD-net曲线始终处于领先的位置。除了最后

一个数据集，其他所有的数据集都是第一个达到 1
的。所有方法的ROC曲线如图4所示。

表3　10 dB噪声下各个方法的AUC值

Table 3　　AUC values of each method under 10 dB Gaussian noise

数据集

Segundo
Sandiego1
Sandiego2

abu-airport-4
abu-urban-1
abu-urban-2

average

本文方法

0.9749391
0.9678623

0.9810181

0.9803303

0.9890265

0.9874336
0.98010165

BLTSC
0.9708542
0.9348414
0.9785461
0.9780357
0.9748374
0.979055

0.9693616

HTD-net
0.9851977

0.8338074
0.8175222
0.9729443
0.9822595
0.9988801

0.9317685

CEM
0.968061

0.9290688
0.9727861
0.9750729
0.9717736
0.9777627
0.9657542

LRLS-MSD
0.9706595
0.5028492
0.7237235
0.9616859
0.8349982
0.9718596
0.8276293

hCEM
0.9556282
0.7534164
0.8108367
0.9527113
0.7720023
0.732895

0.8295817

ACE
0.9749171
0.9232203
0.9732881
0.9612676
0.9754001
0.9940825
0.9670293

注： 黑色粗体表示最优结果。

表2　消融实验

Table 2　　Ablation study

实验条件

不使用背景自相关矩阵

去掉非线性抑制函数

本文方法

Segundo
0.9521652
0.9868324
0.9943821

Sandiego1
0.9858515
0.9933198

0.9879251

Sandiego2
0.9885435
0.9928452
0.9931937

abu-airport-4
0.9596697
0.962863

0.9947778

abu-urban-1
0.9073577
0.9918476
0.993816

abu-urban-2
0.9246603
0.9968663

0.9932669
注： 黑色粗体表示最优结果。

表1　各个方法的AUC值

Table 1　　AUC values of different methods

数据集

Segundo
Sandiego1
Sandiego2

abu-airport-4
abu-urban-1
abu-urban-2

average

本文方法

0.9943821

0.9879251

0.9931937

0.9947778

0.993816

0.9932669
0.9928936

BLTSC
0.9913325
0.9055714
0.9893172
0.9772024
0.9751822
0.9404361

0.96317363

HTD-net
0.9921344
0.6983856
0.8056095
0.5716935
0.854064

0.9993758

0.82021046

CEM
0.9915728
0.930307
0.987124

0.9807629
0.9670749
0.9639555
0.9701328

LRLS-MSD
0.98198

0.7655651
0.9879233
0.8753085
0.2801862
0.4568876

0.72464178

hCEM
0.9371363
0.9785838
0.9892572

0.97209
0.9903413
0.9977152
0.9775206

ACE
0.9741528
0.8835412
0.9848867
0.9815837
0.9166422
0.872935

0.9356236
注： 黑色粗体表示最优结果。
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4　结 论

本文提出了一种基于约束能量最小化变分自编

码的高光谱目标检测，不同于传统的约束能量最

小化算法，本文利用背景计算自相关矩阵，解决

了目标像元参与自相关矩阵计算导致的目标丢失

或者模糊的问题。该算法利用高光谱图像背景像

元分布较多的特点，首先使用粗检测得到用于训

练的背景样本，然后利用变分自编码器训练背景

自表示模型，重构出背景。为了使重构样本仅保

留背景信息，引入了约束能量最小化正则项，使得

背景样本能够准确重构，而非背景样本的重构误

差较大。同时在使用约束能量最小化对残差图像进

行检测时，使用背景自相关矩阵参与计算，避免

非背景像元参与计算，损失目标信号的输出相应。

在真实的高光谱数据集上的实验结果表明，

该算法结果优于其他的对比实验结果，并且通过

消融实验说明了背景自相关矩阵的有效性。然而

模型比较依赖背景重构的效果，如果背景重构的

效果较好，那么检测率也会很高。因此今后需要

考虑如何提高背景重构的稳定性，并且在实际场

景下如何有效地使用该算法。
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Hyperspectral target detection based on constrained energy 
minimization variational autoencoder

ZHOU Kun1， XU Yang1， 2， WEI Jie1， WU Zebin1， 2， WEI Zhihui1， 2

1. Computer Science and Engineering, Nanjing University of Science and Technology, Nanjing 210094, China;
2. Jiangsu Key Laboratory of Spectral Imaging & Intelligent Sense, Nanjing University of Science and Technology, 

Nanjing 210094, China

Abstract： Target detection is an important research direction in the hyperspectral field. Hyperspectral target detection aims to distinguish 

pixels as background or target according to the spectral characteristics of the target. Several detection algorithms have been proposed in the 

past few decades. However, the complexity of background samples in hyperspectral images and the limited number of target samples lead to 

considerable challenges in detection algorithms. A hyperspectral target detection algorithm based on background reconstruction is proposed 

in this paper. Taking advantage of the large proportion of background samples in hyperspectral images, the self-representation model of the 

background samples is trained, and then the background is reconstructed. Simultaneously, the constrained energy minimization is used to 

detect the residual image, and the reconstructed background is used for the calculation of the correlation matrix. Therefore, the target sample 

is not involved in the calculation to affect the response energy of the target sample, and the detection accuracy is improved. Results on real 

hyperspectral image data are better than those of comparison experiments, which verify the effectiveness of this method.

Obtaining numerous training sets of artificially labeled hyperspectral data is difficult. Therefore, using limited samples to train deep 

neural networks is the largest difficulty in applying deep learning to hyperspectral target detection. When calculating the average output 

energy of the background, the calculation of the correlation matrix of all samples is used. Therefore, the target pixel also participates in the 

calculation, causing a certain degree of damage to the target spectrum. The background is used as a training sample to train the entire 

network to solve the above problems, and the reconstructed background is utilized for constrained energy minimization detection to reduce 

the impact on the target spectrum during the detection process.

This paper proposes a hyperspectral target detection based on constrained energy minimization variational autoencoder. First, the image 

is roughly detected to obtain the training background sample. The background sample then is inputted into the variational autoencoder for 

training. The network introduces a constraint energy minimization regularization to remove the characteristics of the target sample and help 

the reconstructed sample retain only the background information. The 3D residual is acquired by calculating the difference between the 

original image and the reconstructed background. Thus, the constraint energy minimization is used to detect the residual. The background 

correlation matrix is employed in the detection process to replace the residual correlation matrix. Finally, the final detection result is 

obtained by weighting.

Compared with other comparative experiments, the proposed method achieved good detection results. The AUC table shows that most 

of the six hyperspectral datasets performed better than the comparison experiments, and most of the AUC values reached more than 99%. 

The detection map reveals that the target part is well detected. A close ROC curve to the upper left corner yields satisfactory effects. The 

curve of the proposed method performs well compared with other methods.

Overall, a hyperspectral target detection based on constrained energy minimization variational autoencoder is proposed. The algorithm 

utilizes the characteristics of the large distribution of background pixels in hyperspectral images. First, the coarse detection is used to obtain 

the background samples for training. The variational autoencoder then trains the background self-representation model and reconstructs its 

background. A constraint energy minimization regularization is introduced to help the reconstructed samples retain only the background 

information. Simultaneously, when using the constraint energy minimization to detect the residual image, the background correlation matrix 

contributes to the calculation to prevent the participation of non-background pixels in the calculation and lose the target signal output. 

Experimental results on real hyperspectral datasets show that the algorithm outperforms other comparative experimental results. However, 

the model is highly dependent on the effect of background reconstruction. If the effect of background reconstruction is superior, then the 

detection rate will be high. Therefore, improving the stability of background reconstruction in the future is necessary. 
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